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1. Introduccion

El Analisis de clasificacién es una tarea de analisis de
datos dentro de la Minerta de datos, la cual identifica y asig-
na Catcgor{as auna coleccion de datos para permitir un ana-
lisis mas preciso. Este tipo de analisis se puede utilizar para
cuestionar, tomar una decisién o clasificar clases median-
te el uso de algim algoritmo. En ese sentido, en el presente
informe se busca realizar la clasificaciéon de un conjunto de
datos de asteroides recolectados por la NASA, y determi-
nar si algfm asteroide podr{a llcgar aser pcligroso 0 no para
la tierra, teniendo en cuenta que recae en peligroso sisu
didmetro es sobre 2 km. Para realizar dicha clasificacién se
proporciona la informacion de algunas caracteristicas im-
portantes de los asteroides, tales como su periodo orbital,
su periodo de rotacion, etc.

Para realizar el analisis de clasificacion utilizaremos los
algoritmos de K-Nearest Neighborhood (KNN), Support
Vector Machine (SVM), Redes Neuronales, Regresion Lo-
gisticay Arboles de decisién. Previo al andlisis de cada algo-
ritmo se realiza una limpicza de los datos yuna cxploracién
descriptiva de los mismos. Luego, se evidencian resultados
de cada modelo desarrollado por el algoritmo y el entrena-
miento de los mismos. Finalmente, se selecciona el mejor
modelo entre todos los algoritmos y se realizan conclusio-
nes generales de la clasificacion que realiza el modelo acerca

de posibles asteroides peligrosos.

2. Limpieza de Datos

La exploracion y limpieza de los datos es de gran impor-
tancia en el analisis de de clasificacion porque nos permite
determinar las variables relevantes para el estudio y los da-
tos adecuados para el mismo. Para ello, debemos tener en
cuenta que este tipo de analisis solo es factible para varia-
bles cuantitativas, por lo que es necesario codificar las va-
riables Catcgéricas. Asimismo, se deben eliminar los valores
atipicos de los datos, puesto que la mayoria de los algorit-
mos de clasificacion, como Support Vector Machine (SVM),
son muy susceptibles a estos.

En primer lugar, se eliminaron las variables que no son
relevantes para el estudio o que no aportan informacion
valiosa al analisis. En este caso solo se elimina la variable
del nombre del asteroide (full_name’). Luego, se realizo una
inspeccion en el contenido de las variables, especificamente
se determino que variables poseian valores nulos. Dentro de
estas variables, se eliminaron aquellas que poseian mas del
91 % de valores nulos, puesto que agregar valores a una gran
cantidad de datos faltantes afectaria la distribuciéon de la
misma. Las variables eliminadas fueron las que estan etique-
tadas como 'G’, "extent’, "albedo’, 'rot-per’, "GM’, 'BV’, "UB’,

IR, spec_B’ y 'specT’. Ademas de ello, las variables de la
extension del arco (data_arc’) y la magnitud absoluta (H)
tambi¢n presentan valores nulos, pero en un porcentaje mu-
cho menor (1%). Para estos dos casos se decidid eliminar los
valores faltontes, pues tenemos un gran conjunto de datos y
esto no compromete en gran medida al tamano de nuestra
data de entrenamiento.

A continuacion, se realizd una breve inspcccién de las
caracteristicas mas importantes de las variables, tanto cuan-
titativas como cualitativas. Dentro de las variables cuanti-
tativas tenemos:

» Cuantitativas Discretas: Extension de arco ('da-

ta_arc’), numero de observaciones ('n_obs_used’).

= Cuanticativas Continuas: Eje semi-mayor (2), exen-
tricidad (¢’), Inclinacion con respecto al plano elipti-
CO X-y (1), Longitud del nodo ascendente (Com), pe-
riheluo ('w), distancia al perihelio (q), distancia al
afelio (ad’), periodo orbirtal (’per_y’), magnitud ab-
soluta (H’), albedo geométrico (albedo’) y la distan-
cia de interseccion a la orbita minima de la Tierra
(moid’).

= Categoricas ordinales: Codigo de condicion de la or-

bita (condition_code’). Se entrega como nimero or-

dinal.

» Categoricas nominales: Objeto cercano a la Tierra
(‘meo’) y Posiblemente peligroso ('pha’). Solo 2 clases
en cada variable.

Como se menciond anteriormente, el analisis de clasi-
ficacion solo es factible para variables cuantitativas, por lo
que las variables categé1‘icas nominales se codificaron de tal
manera que fueran 0’ 0’1’ Asimismo, se realizo un analisis
de correlacion entre las variables con el fin de determinar
solo las variables que aporten diferente variabilidad al es-
tudio. Bajo esa premisa, se eliminaron las variables etique-
tadas como ‘@, ‘per_y’ y 'moid’, puesto que presentaban una

correlacion mayor a 0.95 con otras variables como ‘ad’ y ‘q.

Posteriormente, se escalaron los datos para poder tener
un rango estandarizado entre todas las variables. Esto nos
permite tener un mejor rendimiento en los algoritmos de
clasificacion. Una vez se tuvo los datos escalados, se grafico
un diagmma de caja para visualizar los valores at{picos. A
partir de ello se utilizo el rango intercuartil para eliminar
dichos valores, correspondiente a los cuartiles del 1% y el
99 %.

En base a la exploracion y limpieza de datos realizada,
se obtiene finalmente un conjunto de datos con 13 varia-
bles 1impias y 98762 datos. A continuacion, utilizaremos
este conjunto de datos para realizar el analisis de clasificai-
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3. Analisis de clasificacion

3.1.  K-Nearest Neighbors

En términos sencillos K—Ncarcst—Ncighbor es un algo—
ritmo de Machine Learning supervisado, eso quicre decir
que ya sabe las etiquetas que tiene que predecir, por lo que
a partir de las etiquetas que establezca el usuario y las ca-
racteristicas de un conjunto de datos que lo rodea, este po-
dra predecir la etiqueta correspondiente, en otras palabras
podra clasificar la data. En este caso K representa la canti-
dad de puntos vecinos que vamos a considerar para poder
clasificar los datos segin N cantidad de grupos, que ya se
conoce de antemano. Los pasos a seguir son los siguientes:
1) Calcular la distancia entre el dato a clasificar y el resto
del dataset. 2) Seleccionar los 'k’ elementos mds cercanos,
es decir, los que tengan la menor distancia de acuerdo a la
funcion ucilizada. 3) Seleccionar la etiqueta que correspon-
de, segtin la etiqueta que predomine entre los k puntos. Es
como una votacion, en la que se selecciona la etiqueta que
mayor votos tenga. (No obstante, tambi¢n se considera la
probabilidad simp]e de pertenecer a esa clase y la distancia
entre los puntos.

Es un algoritmo objctivamente sencillo de aprcndcr y
aplicar. Ast que en poco tiempo la NASA podria implemen-
tarlo para evitar futuras catastrofes. Ademas nos permite
clasificar resultados de manera efectiva. En este caso indi-
caria si un asteroide es peligroso o no a partir de las carac-
teristicas de los K datos mas cercanos. Sin embargo, utiliza
cada fila del dataset para entrenar cada punto, por lo que
podr{a implicar un mayor costo computacional y aumenta-
ria el tiempo de ejecucion. Por lo que, entre mayor sea el
K y el dataset mas se va a demorar. En este caso dado que
contamos con muchas filas, probablemente se va a demorar
mucho en ejecutar. KNN no es muy efectivo para procesar
datos con muchas variables. En este caso las 13 variables tras
la limpieza podria generarnos problemas

Para el proceso de seleccion de variables se utilizo 3
metodos: El Mapa de calor de Correlacion de las variables,
PCAy el método ExtraTreesClassifier. Su explicacion a pro-
fundidad se encuentra en el notebook correspondiente, pero
tras haberlos aplicado se decidio trabajar solo con las varia-
bles comunes entre estos métodos. Por lo tanto, se seleccio-
no:'q, 'ad’, n_obs_used’, 'data_arc’, 'y 'w.

Dcspuc/s7 los datos se dividieron en un 70 % para entre-
namiento y un 30 % para prucbas. En este caso se decidio
experimentar modificando tnicamente el hiperpar'imetro
de n_neighbors, puesto que era el mas manipulable. Por
cllo, se probo calcular la precision de modelos con distin-
tos K, en ese sentido inicialmente se probo entre 1 a 315.
Pero, como se evidencid en los resultados no habia mucha

diferencia conforme se aumentaba el K, asi que se decidio

probar con en un rango de 1 a 50. Para ello, se experimen-
to usando el método GridSearch, el cual nos permite hallar
el valor 6ptimo de los hiperparametros. En esa linea, solo
se utilizo como el rango de 1a 50 de n_neighbors. Asi se
obtuvo que el valor K dptimo es de 32.

Por otro lado, también se buscd visualizar el ratio de
errores y precision de otros parametros. Asi se obtuvieron
los siguientes gr‘iﬁcos:
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(a) Ratio de error vs KNN (b) Accuracy vs KNN

Figura 1: Rario de error and Accuracy.s

Sin embargo, el resultado obtenido del AUC demostra-
ba que el modelo no era tan eficiente como se esperaba. Asi
que para darle otro giro a la cxpcrimcntacién se volvid a
calcular el GridSearch, pero esta vez utilizando las varia-
bles originalcs obtenidas en la 1impicza de datos inicial. Ast
se obtuvo que el valor 6ptimo deberia ser k = 14 y se volvio

a calcular la curva de ROC:

True Positive Rate

o0 id — KNN (AUC = 0.85)
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Figura 2: Curva ROC con el modelo KNN.

Asi se obtuvo un AUC mayor demostrando que es-
te modelo obtenido es mucho mas eficiente y preciso pa-
ra aplicar en otros datasets. Esta experimentacion si bien
tedricamente hablando contradice el principio que KNN
trabaja mejor con menos variables, esto demuestra que la
cantidad de variables utilizadas en este caso no excede los
limites del algoritmo, aunque st implican un mayor coste
computacional a largo plazo.

En ese sentido, el modelo obtenido implica que cada as-
teroide en un conjunto de datos va a ser comparado con los
12 asteroides mas cercanos y el modelo en un 85 % va a pre-
decir correctamente si es peligroso o no. Uno debe entender
que si bien es una probabilidad alta y un buen modelo, eso
no quiere decir que el 100 % de las veces va a predecir co-
rrectamente. Por lo que, habria que tomar con precaucion
los resultados, puesto que 17 de cada 20 veces el resultado

! .
Sera preciso.



3.2.  Support Vector Machine

El modelo de Support Vector Machine o SVM es uno de
las técnicas de Machine learning mas versatiles y podcrosas7
pues es capaz de realizar clasificaciones binarias (Verdade-
ro o Falso) con alta prccisién si se utiliza de forma adecua-
da. En general, este modelo se enfoca en encontrar la mejor
frontera de decision definida por vectores de soporte (li-
neas solidas en Fig. 3). Estos vectores se contruyen en base a
las instancias mas alejadas de cada grupo. Como se muestra
en la figura 3, la clasificacion que genera SVM puede ser de
forma lineal o no lineal (lincas punteadas), es decir, que la
frontera que separa las clases binarias, puede ser una recta

0 una curva no lineal.

@ Class 1
W Class 2

Linear SVM Non linear SVM

Figura 3: Clasificcacion utilizando SVM lineal y no lineal.

Se decidio utilizar este modelo, pues presenta numero-
sas ventajas en el analisis de clasificacion. Dentro de ellas,

resaltamos las mas relevantes en este estudio:

modulo

= El
scikit-learn de Python nos lo facilita ain mas.

entrenamiento  es  sencillo y el

= SVM no sufre de la maldicion de la dimensionalidad.
Sin embargo, es importante tener solo las variables
mis relevantes, de tal modo de encontrar la solucion
mas simple (Principio de Parsimonia).

= SVM es menos propenso Al sobreentrenamiento.

A pesar de que este modelo parece ser muy prometedor,
tambicn presenta algunas desventajas que debemos tener en

cuenta, tales como:

» El entrenamiento y testeo es relativamente lento
(costo cuadratico). Esto es perjudicial debido a la
gran cantidad de datos que poseemos.

= Los outliers afectan considerablemente el rendimien-
to del modelo. Es por ello que estos se removieron en
la limpieza de datos.

= Mayor problema: Seleccionar adecuadamente el ker-
nel.

Como se menciona, uno de los mayores problemas de
SVM es seleccionar el kernel adecuado. En este caso, se de-
cide sintonizar el modelo con tres tipos de kernel distintos:
Lineal, RBF y Polinomial. Para cada uno de los kernels se de-
cidio sintonizar su hiperparametro mas importante. En el
caso del kernel lineal, se sintonizé 'C’, pues este le indica al

modelo 'cuanto’ debe evitar la clasificacion errdnea de cada
clase; para el kernel rbf, se sintonizo el parametro ‘gamma’
(y), el cual es utilizado como medida de similaridad entre
2 puntos; en el caso de Polinomial, se sintoniza el par;’lmctro
'degree’ que indica el grado del polinomio.

Debido a que la base de datos que poseemos presenta
un sesgo con los valores de clase "True’, se decide utilizar la
métrica 'fl-score’ para evaluar cada modelo y escoger el me-
jor de ellos. Asimismo, cabe mencionar que utilizaremos el
70 % de los datos para entrenamiento y el resto para evalua-
cion. En caso este meétodo no sea suficiente para determinar
el valor dptimo del hiperparametro, se utilizara el mécodo
de K-fold cross validation (KCV). Con respecto a la selec-
cion de variables, se hicieron pruebas rapidas seleccionando
algunas variables que se consideraron importantes, pero se
obtuvieron resultados muy pobres por lo que se descarto.
En ese sentido, se decidio utilizar todas las variables debido
a que SVM nos lo permite y de acuerdo con Finio, de Har-
vard, todas las variables influyen en la prediccion de si un
asteroide puede ser peligroso o no.

Luego del entrenamiento, se determind que los pardme-
tros adecuados para cada kernel son C' = 0.2,y = 0.001 y
grado = 3, respectivamente. En la figura 4 se observa la gra-
ficas de entrenamiento con el 'fl-score’ obtenido por cada
modelo. Cabe mencionar que para el caso de KCV se utiliza-
ron 10fold5y se graﬁcé el valor de la media con la desviacidon
estandar.
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(a) ’C’ con KCV (¢) Grado con KCV

(b) v’ con Train-test

Figura 4: Sintonizacion del hiperparametro del modelo
SVM con kernel lineal (a), rbf (b) y polinomial (c).

Posteriormente, se verificd que la curva de entrena-
miento sea la adecuada para ambos modelos, y verificar
que no exista underficting u overfitcing. En la Figura 5 se
puede observar que el modelo mejor entrenado es el SVM
Polinomial, pues la diferencia entre la curva de entrena-
miento y testeo llega a un buen ajuste, por lo que se decide

trabaj ar con este modelo para la clasificaion.

(b) SVM RBF

(a) SVM Lineal (¢) SVM Polinomial

Figura 5: Curva de entrenamiento y testeo.


https://www.sciencebuddies.org/science-fair-projects/project-ideas/Astro_p039/astronomy/nasa-asteroid-database-what-can-you-learn-about-our-solar-system#summary

Luego de decidir el modelo mas adecuado paraesta apli—
cacion, procedemos a graﬁcar la cruva ROC para analizar
qué tan bien puede clasificar nuestro modelo. En la figura
6a se puede ver que el modelo presenta un AUC de 0.88,
esto nos indica que el modelo tiene alta capacidad predi-
cir correctamente verdaderos positivos y negativos, es decir,
identifica correctamente si el asteroide es peligroso o no.
Ademas de ello, la forma de la curva nos indica que prcdicc
muy pocos falsos negativos, es decir, que raramente precide
que un asteroide no es peligroso cuando en realidad st lo es,
lo cual seria fatal para esta aplicacion.

Si bien se ha entrenado de forma correcta distintos mo-
delos, el modelo de SVM cuenta con mas hiperparametros
que tambicn pueden ser sintonizados y para lo cual se re-
queriria una sintonizacion mas profunda. Afortunadamen-
te scikit-learn nos proporciona funciones que facilitan
esa busqueda, tales como GridSearchCV. A esta funcion
se le debe indicar los parametros y sus respectivos valores a
evaluar, de tal modo que la funcién entrena todos los mo-
delos posiblcs y devuelve el modelo con mejor rendimiento.
Bajo esa premisa, se entrenan diversos modelos con todos
los tipos de kernel y se obtiene que el mejor modelo posee
los pardmetros v = 0.01, C' = 1000 y kernel *rbf’. Al
igual que el modelo anterior se graﬁca la curva ROC (ﬁgu—
ra 6b) para evaluar al modelo y se encuentra que este posee
una mayor capacidad que el modelo anterior para clasificar
alos asteroides. Asimismo, la forma de la curva también nos
indica que este modelo predice muy pocos falsos negativos,
lo cual es adecuado para este modelo.

Curva ROC Clasificador SYM

00 ¥ — SVMRBF (AUC=031)
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(a) Polinomial: grado= 3

(b) RBF: v = 0.01 y
C = 1000

Figura 6: Curvas ROC del modelo SVM polinomial y RBF.

En conlusion, el mejor modelo SVM para esta aplica-
cion es el modelo SVM RBF con los siguientes hiperpara-

metros: 7 = 0.01 y C' = 1000.

33. Regresion Logistica

El modelo de regresion logistica es un modelo estadis-
tico que permite predecir a partir de un muestreo de datos
etiquetados. Este se adapta auna amplia variedad de situa-
ciones en las que se obtienen una respuesta entre 0 y 1, ba-
sado en la probabilidad de cada registro. Ademas, es una
de las técnicas mas utilizadas dentro de la mineria de datos

debido a que permite encontrar relaciones y probabilida-
des entre datos que provienen de varios factores, conside-
rada como una técnica de aprendizaje automatico. En este
aphcacién nos ayudaré a prcdccir siun asteroide es pcligro—
so para la tierra basandonos en las etiquetas dadas por la
variable 'Danger’.

En este caso en particular se tiene como ventaja la opti-
mizacion de secuencia minima que presenta una proyeccion
de datos y es un algoritmo que responde a preguntas cerra-
das, lo cual ayuda en nuestro estudio de predecir el peli-
gro de los asteroides porque solo hay 2 respuestas posibles:
si es peligroso o no. Otras de las ventajas que presenta la
regresion logistica son el bajo consumo de recursos de la
Computadom, su facil interpretacién que serd punto clave
para determinar los resultados y se debe resaltar también
su gran eficiencia. Lo cual es un beneficio que resalta res-
pecto a otras técnicas.

Entre las desventajas tenemos la imposibilidad de resol-
ver directamente problcmas no lineales, es decir que aque-
llos problemas que tengan mas de dos respuestas no seran
viables. Otra dcsvcntaja es la dcpcndcncia que muestra en
las caracteristicas, ya que no es una herramienta il para
identificar las caracteristicas mas adecuadas, siendo nece-
sario identificar estas mediante otros métodos. Estas des-
ventajas en nuestro caso no llegan a afectar por la determi-
nacion cerrada de respuestas a la cuestionante.

Para crear el modelo se seleccionaron las variables que
mas colaboraban. Si bien se baso el analisis en la limpieza de
datos, se eliminaron 3 columnas: ‘condition_code’, debido a
que solo existen 3 opciones de respuesta a esta columna y
prcdomina en un 97 % un dato, y en rcgrcsién 10g1’stica es
fundamental que se elijan correctamente las variables. Asi-
mismo, 'neo’ y 'pha’, pues son variables que cuentan con la
misma condicion de tener un dato undnime en las mues-
tras por lo cual no interviene en el analisis de los datos que
deseamos para realizar el modelo. Entonces, para entrenar
al modelo se utilizaron las variables: e, i, om, w, q, ad, da-
ta_arc, n_obs_used, H, albedo y nuestra variable a predcir
es Danger.

Para la seleccion de las variables entre los mo-
las  variables de

delos, se analizd

LogisticRegression() que son:

primeramente

» penalty: Penalizacion en el entrenamiento.

. ﬁt_intercept: Considera en forma automatica una co-

lumna con valor constante para el modelo

» C:valor correspondiente al INVERSO del pardmetro

de penalizacion
» random_state: para replicar un experimento.
= solver: metodo para resolver el modelo

» max_iter: maximo numero de iteraciones.



Realizado el analisis se determiné poner en practica el
hiperparametro solver, que son los métodos para resolver la
prediccion, este variable tiene las siguientes opciones que
fueron probadas: newron-cg, Ibfgs, liblinear, sag y saga. Cada
método de resolucion tiene restricciones con la penaliza-
cion, por lo cual se fue cambiando la pcnahzacién para los
modelos correspondientes.

Otra de las variables que tuvo un cambio dentro de los
modelos es fit_intercept, esta variable se puso como "True’ o
"False’ para cada modelo, debido a que si nosotros tenemos
una columna con valor constante para el modelo, el andlisis
cambia por lo cual hay variaciones con respecto al mismo
modelo pero con otro fit_intercept, esto se ve reflejado en la
curva de roc con el AUC. Asimismo, se decide dejar el ma-
ximo de iteraciones con 100 y C=1, para que se pueda ana-
lizar con una base similar todos los modelos. Es por lo cual
la estructura de los modelos consiste en el cambio de solver,
penalty y fit_intercept. Se entreno satisfactoriamente los 10
modelos entre los cuales:

Tabla 1: Sintonizacion del modelo de Regresion Logisitica

# iteracion 1 2 3 4 5 6 7 8 9 10
solver ibfgs | ibfgs | newron-cg | newron-cg | liblincar | liblincar | sag | sag | saga | saga
penalty 12 12 none none 12 12 12 12 11 11
fit_intercept | True | False False True True False False | True | True | False
AUC 0.86 | 0.8 0.8 0.86 0.86 08 08 ] 086|086 | 08

De los cuales podemos definir que en el modelo de re-
gresion logistica existen casi nulas diferencias entre los mo-
delos evaluados en la variable solver, pero por otra parte
se define que la variable fic_intercept es de vital definicion
al momento del entrenamiento y posterior determinado de
acurracy. Si se determina el acurracy por la curva ROC (Fi-
gura 9), el mejor modelo tiene un AUC de 0.86, habien-
do asi 5 modelos con el mismo resultado se define como
el mejor modelo entrenado a el primer modelo debido a
que la definicion de la regresion logistica toma este modelo
como base para la resolucion, si es que nosotros no espe-
cificaramos otros hiperpardmetros. Ademas, en el resumen
del modelo y el entrenamiento se puede evidenciar una leve
diferencia positiva en cuanto a los otros modelos. Pero al
momento de evaluar un test acurracy cada modelo este sale
igual 2 0.66 que seria el promcdio de los acurracy de los 10
modelos.

A partir del andlisis realizado y los modelos entrena-
dos, este modelo si puede generar informacion importante,
se realiz6 un ejemplo en cada modelo, en el cual se daba los
valores para que el modelo diga si con estas caracteristicas
cl asteroide es peligroso o no y se puede probar con datos
verdaderos y el resultado de la variable danger que es peli-
gro sale como True (Verdadero) o False (Falso), por lo cual
el modelo se puede utilizar y tendria un 86 % de probabili-
dad que esto ocurra. La explicacion paso a paso se encuentra
en el notebook de Regresion Logistica, tanto como para las

prucbas y la construccion del modelo.

True Positive Rate
True Positive Rate

—— example estimator (AUC = 0.80)

0w ¥ —— example estimator (AUC = 0.86) 00

00 02 04 06 08 10 00 02 04 06 08 10
False Positive Rate False Positive Rate

(a) Reg. Logistica: modelo 1 (b) Reg. Logistica: modelo 10

Figura 7: Curvas ROC de los modelos de Regresion Logis-
tica.

Redes Neuronales

3.4.

Una red neuronal es un modelo simple que intenta imi-
rar el funcionamiento del cerebro, es decir, son redes de
neuronas simuladas conectadas entre si. A pesar de que exis-
ren varios tipos la que mis se suele utilizar es la red basa-
da en capas. Las conexiones entre capas se componen de 3
partes principalmente, la primera es la capa de entrada, la
segunda es la capa oculta que pueden ser una o varias y la
ultima es la capa de salida, las unidades de cada capa se co-
nectan entre ellas mediante ponderaciones.

La red aprende mediante datos que ya tienen la pre-
diccidén que se quiere realizar y examina los registros in-
dividualmente para hacer ajustes a las pondcraciones. Al
principio estas comienzan siendo aleatorias y a medida que
el modelo se entrena las conexiones se autoajustan dado el
aprendizaje que va obteniendo, este proceso finaliza cuan-
do se logra alcanzar un maximo valor de aciertos, que no
aumente con mas iteraciones.

Una de las ventajas del modelo es que capta la informa-
cién de manera 6ptima y obtiene resultados de alta preci-
sion. Por otro lado, una de sus desventajas es que suele ne-
cesitar una gran cantidad de datos para un entrenamiento
correcto.

Los pasos realizados para la implementacion del codigo
se encuentran detallados en el notebook del codigo. Para po-
der aplicar este modelo no existio la necesidad de crear va-
riables para el entrenamiento sino mas bien se tuvo que rea-
lizar un procesamiento de tres de las variables preprocesa-
das, las cuales eran categoricas y se transformaron mediante
el 'onchotencoded’, este proceso tambicn se debio realizar
posteriormente por las variables al momento de usar el mo-
delo en la nueva data para realizar la prediccién.

Finalmente el resultado muestra que el modelo realiza
predicciones con un 97 % de asertividad lo que lo hace en si
un buen modelo y unaventaja al mismo tiempo al momento
de ser utilizado, por otra parte el 3% restante contiene en

partc IOS {"31505 ncgativos que prcscntan un numero impor—



tante, como se puede ver en la matriz de confusion y que
representan una desventaja en este caso.

[> Training Accuracy ngram: 0.9724
Testing Accuracy ngram: 0.9721

Training and validation accuracy

094

—— Training acc
—— Validation acc

4 6 8 10 1 1

Figura 8: Precision del entrenamiento y validacion.

3.5. Arbolses de Decision

En primer lugar, un arbol de decision es un mapa de
los posiblcs resultados de una serie de decisiones relaciona-
das. Permite que un individuo o una organizacion compa-
ren posibles acciones entre si segﬁm condiciones, obtenien-
do probabilidades y predicciones. Basicamente se pueden
usar para dirigir un intercambio de ideas informal o trazar
un algoritmo que anticipe matematicamente la mejor op-
cion frente a un objetivo particular.

Respecto a la estructura de un arbol de decision, por lo
general, comienza con un tnico nodo y luego se ramifica en
resultados posibles separando bajo algin criterio o condi-
cion. Cada uno de esos resultados crea nodos adicionales,
que se ramifican en otras posibilidades y es por estos re-
sultados que este algoritmo al visualizarlo, le da una forma
similar a la de un arbol. Cabe mencionar que los arboles de
decision también se pueden dibujar con simbolos de diagra-
mas de flujo, que a algunas personas les parecen mis faciles
de leer y comprender.

Debido a sus caracteristicas se decide utilizar un mo-
delo de arboles de decision. En primer lugar se definieron
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las variables e’ ', 'om’, "W, ’q’, "ad’, 'data_arc’, 'n_obs_used’,
'H, "albedo’, neo’, 'pha’y por tltimo 'condicion_code’, cuyas
deficiones se realizaron en la seccion 2. Todas estas varia-
bles se definieron como las 'predictoras’ en base a nuestro
atributo en estudio, que es "Danger’, es por esto mismo que
'Danger’ fue clasificada como la variable dependiente para
predecir si es peligroso o no bajo los atributos mencionados.
Posterior a esto, se ejecuto el codigo con valor de profundi-
dad (Max_depth) igual a 10 (hiperparémetro seleccionado).
El resultado del arbol con esta profundidad (figura 9a) apa-
renta ser adecuado dada la cantidad de nodos.

A modo de complemento, en la figura 9b se realizo un
grafico que clasifica los puntos segin a si es o no peligroso
asignandole un color. Se puede observar que hay una predo-
minancia evidente por el color azul, lo que nos lleva a intuir
de inmediato que el modelo yaapunta a una prcdiccién ses-

gada hacia que hay mayor probabi]idad de encontrar un as-
teroide peligroso, es decir, con un diametro sobre 2km que

bajo ese valor.
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(a) Arbol de Decicidn

W

(b) Grafico de clasificacion

Figura 9: Arbol de decision y grafico de clasificacion

Por tltimo a modo de medidor de rendimiento que se
profundizara en el siguiente apartado, se obtuvo la curva
ROC teniendo un valor de AUC igual a 0.9 (Figura 10, lo
que nos dice que el modelo tiene cierta solidez en la pre-
diccion. Con respecto al hi}ocr}oanra’LmCtro7 se dcsigné la pro-
fundidad del modelo como variable para luego determinar
cémo medir el rendimiento en la curva ROC el indicador
AUC y comparar sus valores bajo el criterio del valor mas
cercano a 1. Cabe mencionar que previo a esto se decidio
estudiar una iteracion fuera de las 10 solicitadas para com-
parar ¢l indicador AUC seleccionando exclusivamente las
variables “i", “q”, ¢
drian ser las variables més relevantes para poder predecir si

ad” y “albedo” ya que en mi intuicion, po-
es 0 no un asteroide peligroso.
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Figura 10: Curva ROC del Arbol de Decisidn

Como resultado se obtuvo un valor en el indicador
AUC de 0.59 en comparacion a los 0.9 obtenidos con to-
das las variables, por lo que descartamos esa posibilidad y
se proccdc con las 10 iteraciones para definir si la profun—
didad definida fue la mas apropiada o no. En la Tabla 2 se
puedc apreciar las iteraciones realizadas para sintonizar el
hiperparametro de max_depth

Tabla 2: Sintonizacion del hiperparametro max_depth

# iteracion 1 2 3 4 5 6 7 8 9 10
max_depth 3 4 1 2 15 | 20 5 25 12 | 100
AUC 0.66 | 0.85 | 0.68 | 0.66 | 0.89 | 0.9 | 0.82 | 0.89 | 0.9 | 0.89




Evaluacion de modelos

3.6.

Luego de analizar cada modelo por separado, procede-
mos a realizar una comparacién entre modelos. Para ello,
nos apoyamos de la métrica de la curva ROC. Esta métrica
nos permite analizar el rendimiento de cada modelo de for-
ma grafica, ademas de indicarnos qué tan bien predice los
verdaderos positivos y nos indica si el modelo es propenso a
predecir falsos negativos. En la Figura 11 se muestra la curva
ROC de cada modelo en una sola griﬁca

Curva ROC Clasificador

True Positive Rate

AUC SVM=0.9122
AUC KNN=0.848T
AUC DT=0.8934
AUC RN=0.9178
AUC LR=0.8568

0o 0.2 0.4 0E 0.8 1.0
False Positive Rate

Figura 11: Curvas ROC de todos los modelos de clasifica-

.1
c1on

A partir de la figura 11 se puede concluir que el modelo
con mejor rendimiento es el de Redes Neuronales. Este mo-
delo presenta un area bajo la curva de 0.9178 y nos indica

que el modelo tiene alta capacidad predicir correctamente
verdaderos positivos y negativos, es decir, identifica correc-
tamente si el asteroide es peligroso o no. Ademas, la curva
nos indica que el modelo predice raraente que un asteroide
no es peligroso cuando en realidad st lo es (falso negativo),
lo cual seria fatal para esta aplicacién.

4. Conclusiones

En primer lugar, podemos concluir que los modelos de
clasificacion presentan un mayor rendimientos cuando son
entrenados con todas las variables limpias que cuando solo
se seleccionan algunas de ellas. Esto tiene sentido con la teo-

I'1’37 pucs dC acucrdo con Finio Cada Variablc rcprcscnta una

caracteristica importante del asteroide. Sin embargo, cabe
mencionar que, de acuerdo con el analisis hecho en la lim-
pieza de datos y 'ExtraTreesClassifier’ las variables que mas
inﬂuyen en esta clasificacion son 'H, la magnitud absoluta
del asteroide; "albedo’, el albedo geométrico; y 'q" v "ad’, la
distancia al perihelio y afelio .

Con respecto al rendimiento de los modelos, se utilizo
la métrica de la curva ROC para determinar el modelo que
realiza mejores prcdicciones. En base a ello, se obtuvo que
el modelo entrenado por Redes Neuronales es el que mejor
predice si un asteroide es peligroso o no. Este modelo pre-
sente un area bajo la curva de 0.9184 en la curva ROC, lo
cual indica que existe un 91.84 % de probabilidad de que la
prediccion realizada a un asteroide sea mas correcta que si
se realizara de forma aleatoria. Este porcentaje indica que el
modelo realiza predicciones muy buenas, pues se encuentra
en un rango entre 91% y 97 %.
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